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AbstractÐEn el presenteartÂõculo describimos un nuevo al-
goritmo para la estimaciÂon muestreada de distrib uciones de
probabilidad multimodales, como las que aparecen en el pro-
blema de seguimiento de mÂultiples objetos. El algoritmo em-
plea la combinaciÂon de dos ®ltros de partÂõculascon el ®n de
eliminar tendencia monomodal que presentan®ltros como el de
condensaciÂon. Los dos ®ltros se encargan de tareas diferentes:
uno mantendrÂa los objetos conocidos y otro localizarÂa nuevos
objetos y evitar Âa la pÂerdida de los ya conocidos.El sistema ha
sido probado con varios experimentos con objetos reales para
comprobar su capacidad de seguimiento fr ente a varios objetos,
haciendoÂenfasisen la in¯uencia de los diferentesparÂametros del
algoritmo.

Index TermsÐcomputer vision, multimodal estimation, multi-
object tracking, 3D, localisation, multi-camera

I . INTRODUCCI ÂON

EL seguimiento visual de mÂultiples objetos es un pro-
blema complejo que actualmentese encuentraabierto.

Su importanciaviene tanto de su utilidad en aplicacionesde
videovigilancia, interfaceshombre-mÂaquinao como partede
sistemasde visiÂon mÂas complejos,por ejemplo robots, que
empleanel seguimientoparafocalizar la atenciÂon del sistema
sobreuno o variosobjetosen concreto.

Entendemospor seguimiento visual la capacidadde lo-
calizarun objetoy mantenerdichalocalizaciÂon a lo largo del
tiempo.Cuandoempleamosparaello imÂagenes,nospodemos
enfrentara dos tipos de seguimientoprincipalmente,el 2D o
el 3D. El seguimiento3D resultamÂas complejodadoque es
necesarioestimarcuÂal esla profundidada la queseencuentra
el objeto.

Para resolver el problema de localizaciÂon 3D visual es
necesarioemplearcÂamaras.Tradicionalmentesehanempleado
tÂecnicasde triangulaciÂon, que son sencillasy rÂapidasobte-
niendoestimacionesprecisasde la posiciÂon 3D de un objeto.
Su principal limitaciÂon esqueresultanecesarioemparejarto-
doslos puntosentretodaslasimÂagenes.El emparejamientoes,
en general,un problemacomplejoy aÂun mÂassi la separaciÂon
entrelas cÂamarasesgrande.

En nuestro caso, para extraer la informaciÂon 3D de
varias cÂamaras,proponemosla utilizaciÂon de un ®ltro de
partÂõculascombinandocondensaciÂon conmuestreoenfatizado.
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El primeroestarÂa encargadodedel seguimientode los objetos
y el otro de la localizaciÂon de nuevos objetos.AdemÂas, este
®ltrode partÂõculasno necesitaunafase de emparejamientode
puntos.Muestreael espaciodeestadosy evalÂuaquÂeposiciones
se correspondencon objetosde verdadsegÂun la informaciÂon
visual de las cÂamaras.

La secciÂon II se centraen trabajosrelacionadossobreel
seguimientodevariosobjetos.La secciÂon III describeel algo-
ritmo de seguimientopropuestoasÂõcomo susbasesteÂoricas.
La secciÂon IV presentavariosexperimentossobreseguimiento
visual de varios objetosque hemosrealizadoempleandoen
algoritmopropuesto.Finalmente,recogemoslasconclusiones
mÂasrelevantesde estetrabajoy posibleslÂõneasfuturas.

II . TRABAJOS RELACIONADOS

El problemadel seguimientovisual de un Âunico objeto ha
sido resueltosatisfactoriamentepor varios trabajosanterior-
mente,siendoel ®ltro de condensaciÂon [IB98a] una de las
aportacionesmÂasrelevantesen estecampo.

Sin embargo, el seguimiento de varios objetos al mismo
tiempo todavÂõase encuentraabierto. QuizÂa el cambio mÂas
signi®cativo al extender el seguimiento de un objeto al de
varios apareceal considerarmÂultiples solucionesigualmente
vÂalidas.

La aproximaciÂon mÂas directa a la hora de buscar varios
objetosconsisteen segmentarlos datosde entrada,separando
las observacionesque provienende cadauno de los objetos.
EntoncesserÂõaposible emplear tÂecnicasde seguimiento de
un Âunico objeto. Esta familia de solucionesfue la primera
en explorarsecon trabajoscomo los presentadosen [Rei79],
dondeseempleabanvarios®ltrosdeKalmanenparalelo.Tra-
bajosmÂas modernosempleanla continuidaddel movimiento
pararealizaruna segmentaciÂon correcta,[NJS06],o mÂetodos
probablÂõsticosparaestimartantoel nÂumerodeobjetosque hay
enla escenacomoparasegmentarlasobservaciones[ORS04].
El coste computacionalde estas aproximacionescrece de
forma lineal con el nÂumero de objetos, siemprey cuando
seamoscapacesde segmentarla informaciÂon de entrada.

Por otro lado, es posible aumentarel tamaÄno de espacio
de estadoscon el ®n de expresar todos los objetos en un
Âunico puntode dicho espacio.La distribuciÂon de probabilidad
usadase conocecon el nombrede JMPD (Joint Multitarget
Probability Density) [Kas97],[KKH03]. La ventajadeusarun
JMPD esquelos mÂetodosde bÂusquedade solucionesparaun
Âunico objeto puedenfuncionarsin grandescambios.Su prin-
cipaleslimitacionessonquela dimensionalidaddel espaciode
bÂusquedacreceenormemente,di®cultandobÂusqueda,y queel
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nÂumerode objetosa seguir debeconocersea priori , o por lo
menossedebetenerunacotasuperior.

Otras aproximacionesno reducen el problema a un
planteamientomonomodal,sinoqueempleanunadistribuciÂon
deprobabilidadmultimodalparala localizaciÂon delos objetos,
dondecadamodopertenecea un objetodiferente.La soluciÂon
no serÂa un Âunico punto de la funciÂon de distribuciÂon sino
varios, uno por objeto. Estasaproximacionesreconducenla
tendenciamonomodalque presentanlos ®ltrosde partÂõculas
[KKH03].

Porejemplo,existenmÂetodosqueutilizan la repulsiÂon entre
partÂõculas[TC02], [MB00] para distribuir las partÂõculasde
formamultimodalsobreel espaciodeestados.Aunquepueden
funcionar correctamenteno se ajustanal marco teÂorico de
Monte Carlo.

Otras aproximacionesrespetanlos formalismos de ese
marcoy expresandeformaanalÂõticala distribuciÂondeprobabi-
lidadobjetivo, generalmentecomocombinaciÂondegaussianas,
extrayendola informaciÂonnecesariadelconjuntodepartÂõculas.
En lugar de dejar que unasin¯uyan en otras,modi®canlas
tÂecnicasdecolocaciÂon de lasnuevaspartÂõculasparaconseguir
un reparto multimodal algo mÂas equitativo. Por ejemplo,
Vermaak[VDP03] propone modelarla distribuciÂon objetivo
como una mezclano paramÂetica de ®ltrosde condensaciÂon.
EstemÂetodorecibeel nombredemixture of particle ®lters. La
distribuciÂon combinadatendrÂa demaneraexplÂõcitaun carÂacter
multimodal,necesarioparael seguimientode mÂultiples obje-
tos.

En estalÂõnea,la propuestade Koller-Meier [KMA01] con-
siste en dividir el problemaen dos partes:el seguimiento
de objetos y el manejo de la apariciÂon y desapariciÂon de
objetos.Empleandouna combinaciÂon de ®ltros es capazde
seguir varios objetos. Posteriormentemodi®caesta combi-
naciÂon atendiendoa las nuevas aparicionesy desapariciones
de objetos.Para ello introducenuevas partÂõculasen zonasde
inicializaciÂon y mantienelas partÂõculasya conocidasen las
zonasde interÂes.

De manerasimilar el mÂetodopropuestoen [MSG+ 05], se
centraenmejorarel remuestreodelaspartÂõculas.En sucasoel
pasode remuestreoparacadaobjetoestÂa aisladodel restode
los objetos,conel ®ndeno eliminarpartÂõculasdecadaobjeto.
[OTF+ 04], por su parte,mantiene unaestructurasimilar a la
queaÄnadela capacidaddeadaptarlos modelosdeobservaciÂon
segÂun vanapareciendonuevosobjetosenla escena,mejorando
la capacidada la horade colocarnuevaspartÂõculas.

III . ALGORITMO PROPUESTO

Nuestroproblemaes seguir variosobjetosen3D a partir de
informaciÂon visual. El espaciode estadoses tridimensionaly
sobreÂel de®nimosla funciÂondedensidaddeprobabilidad(fdp)
deocupaciÂon. Idealmentelos mÂaximosdeesafdp marcarÂan la
posiciÂon de los mÂultiples objetosque puedanexistir. Esafdp
esdinÂamicaya que los objetospuedenmoverse.

El algoritmode seguimientoqueproponemostratade esti-
mar esa fdp multimodal continuamente,partiendodel ¯ujo
de imÂagenesde la escena.Para ello combina dos tÂecnicas

de Monte Carlo, el ®ltro de condensaciÂon y el muestreo
enfatizado,complementandolas carenciasde cada una con
la otra.AmbassontÂecnicasmuestreadas.La ideaesmantener
muestrasenlaszonasdeinterÂesdela funciÂon dedistribuciÂon a
posterioriestimada.El muestreoenfatizadoproporcionainfor-
maciÂon acercade dÂondeseencuentranlos objetos,aÄnadiendo
los nuevas muestrastan pronto como aparecen.El algoritmo
de condensaciÂon desechalos erroresdel muestreoenfatizado,
descartandolas muestras mal situadasy resituandomÂas a®-
nadamentelas muestrascercade la posiciÂon de los objetos.
Como intuiciÂon podemospensarque el muestreoenfatizado
realizauna bÂusquedaglobal y el algoritmo de condensaciÂon
unabÂusquedalocal sobrelas zonasde interÂes.

La ideadecombinarvarios®ltrosdepartÂõculasno esnueva,
comomuestranlos trabajosde[IB98b], [KMA01] y [OTF+ 04]
entreotros.

A. FundamentosmatemÂaticosde los ®ltros de partÂõculas

Los ®ltros de partÂõculas emplean las aproximaciones
numÂericasde Monte Carlo para resolver de maneraaproxi-
madael problemade ®ltradobayesianoa travÂes del uso de
nÂumerosaleatorios.

Supongamosque tenemosuna serie de puntosde soporte
f x i

n ; wi
n gN p

i =1 , tambiÂen llamadospartÂõculas,y sus pesosaso-
ciadoswi

n , de tal forma que seamoscapacesde realizar la
aproximaciÂon de la siguientedistribuciÂon de probabilidad:

p(xn jz1:k ) �
N pX

i =1

wi
n � (xn  x i

1:n ) (1)

Para obtener una buena representaciÂon incluso con un
nÂumerolimitadodemuestrassedebenresolver dosproblemas:
elegir laspartÂõculasy calcularsuspesosasociados.Algoritmos
como el de condensaciÂon y el de muestreo enfatizado dan
respuestaa estaspreguntas.Para mÂas informaciÂon se puede
consultar[AMGC02].

B. CombinaciÂon de condensaciÂon y muestreo enfatizado

El muestreoenfatizado y el de condensaciÂon pretenden
aproximar, en las zonasde interÂes, la fdp p(xk jzk ). Nos
referiremoscomop̂N S (xk j zk ) a la aproximaciÂonmuestralque
nosdael muestreoenfatizadoy p̂S (xk j zk ) a la aproximaciÂon
obtenidacon condensaciÂon. Esta Âultima, a diferencia de la
primera,tiene la caracterÂõsticade ser secuencial,es decir, la
soluciÂon en un instantedadosecalculaempleandoel instante
anterior.

Usandoestasdos aproximacionespodemosconstruir una
terceraaproximaciÂon a la verdaderadistribuciÂon de probabi-
lidad p(xk jzk ) como una combinaciÂon lineal de la siguiente
forma:

p̂(xk jzk ) = (1  � )p̂S (xk jzk ) + � p̂N S (xk jzk ) (2)

p̂(xk jzk ) estarÂaformadaporpartÂõculasqueprocedendecada
uno de los ®ltros. El parÂametro � , 0 � � � 1, sirve para
ajustar la in¯uencia de cadauna de la dos aproximaciones,
convirtiendoa p̂ enunaverdaderadistribuciÂondeprobabilidad.
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Los casosen los que � seaigual a 0 o a 1 son los del ®ltro
de condensaciÂon y el muestreoenfatizadorespectivamente.

La parte no secuencialde la distribuciÂon a posteriori,
p̂N S , puedeaportarpartÂõculasa p̂ sin impedimentoalguno.
En cadaiteraciÂon no necesitainformaciÂon sobrela iteraciÂon
anterior, sino que las coloca Âunicamenteen funciÂon de la
observaciÂon en eseinstantede tiempo, zk . Esto nos permite
emplearinformaciÂon, que el algoritmo de condensaciÂon no
estÂa considerando[RC01], paraproporcionarnuevaszonasde
interÂes a p̂ independientementede la evoluciÂon anterior del
®ltro.

La partesecuencialde la distribuciÂon a posteriori, pS , es
decir, el ®ltro de condensaciÂon, realizaun remuestreode los
pesosdesdesuestimaciÂon dep. Estopermitequelos pesosse
normalicentodosal mismovalor, evitandoel problemade su
degeneraciÂon. En nuestrocasopodemostomar la estimaciÂon
de p que hemoscreado,p̂. Si se trata de una aproximaciÂon
vÂalidadep esposibletomarpartÂõculasdeella sin interferir en
el comportamientodel®ltrodecondensaciÂon.Deestaformase
consigueque este®ltro empleemuestrasque procedentanto
de la iteraciÂon pasada(optimizaciÂon local) como partÂõculas
propuestaspor la distribuciÂon depropuesta(bÂusquedaglobal).

Paramuestrearde p̂ usaremosel mÂetodode la ruleta.En el
funcionamientohabitual los pesosdel ®ltro de condensaciÂon
y del muestreoenfatizado suman uno. Ahora el factor de
correcciÂon � se introduceen los sumatorios.De estaforma
obtendrÂõamosla combinaciÂon:

p̂ =
X

wi
S � (x  x i

S ) +
X

wi
N S � (x  x i

N S ) (3)

dÂondewS sumarÂõa(1  � ) y wN S sumarÂõa� . Aplicandola
ruleta sobreel conjunto de partÂõculaspara obtenerla nueva
poblaciÂon la probabilidaddetomarunapartÂõculasdecadaparte
es (1  � ) y � respectivamente.EsteparÂametronos permite
modular el algoritmo entre sus dos extremos: optimizaciÂon
local y obtenciÂon de nuevos objetos.

El cÂalculo de los pesosde cada componentees anÂalogo
al empleadoen el ®ltro de condensaciÂon y en el de muestreo
enfatizado,siguiendoel formalismodeMonteCarlo,dadoque
dicho formalismono seha modi®cado.El Âunico cambioserÂa
aÄnadir el factorde correcciÂon (1  � ) y � en cadacaso.

Los pesosde la partesecuencialsecalculanasÂõ:

wi
k =

p(x i
k j zk )

qS (x i
k j x i

k  1; zk )
=

p(zk j x i
k )

p(zk )
�wi

k  1 / p(zk j x i
k )�wi

k  1

(4)
La distribuciÂon de muestreo,qS (x i

k j x i
k  1; zk ), para este

casoes igual al modelo de movimiento, p(xk j xk  1). Para
evitar la dependenciade wi

k  1 se remuestreaen todos los
instantesde tiempo. Esto haceque los pesos®nales sesim-
pli®quena

wi
k = (1  � )

p(zk j x i
k )

P M
j wj

k

(5)

normalizadosa 1  � , la parte de probabilidad que les
correspondesegÂun la expresiÂon (2).

Para el cÂalculo de los pesosde la parte no secuencial
partiremosdel cÂalculo de los pesossegÂun Monte Carlo:

wi
k =

p(x i
k j zk )

qN S (x i
k j zk )

=
p(zk j x i

k )p(xk )
p(zk )qN S (zk j xk )

(6)

Supondremosquep(xk ) esuniformedadoqueno tenemos
informaciÂon a priori sobreella. Esto nos permitesimpli®car
la anteriorexpresiÂon de la siguienteforma:

wi
k =

p(zk j x i
k )

qN S (zk j xk )
(7)

SegÂun veremosen la secciÂon III-E, nuestraelecciÂon de la
distribuciÂon de propuesta, qN S , estal quetodaslas partÂõculas
queproporcionatienenla mismaprobabilidaddeserelegidas.
De estamanerapodemossimpli®carel cÂalculo de los pesos
a exactamentela mismaexpresiÂon que usamospara la parte
secuencial,ponderadaestavez por � :

wi
k = �

p(zk j x i
k )

P M �

j wj
k

(8)

�
f x i

k ; w i
k gN

i = 1

�
=

E ST I M ACI ON M UL T I M OD AL
 �

f x i
k ; w i

k gN
i = 1

� �

� Remuestreacon ruleta (1  � )N veces.
� Partesecuencial:

± Repetircon i desde1 hasta(1  � )N
� x i

S � p(xk jxk  1 )
� w i

S / p(zk j xk )

± Normalizapesosparaque
P ( 1 � ) N

i = 1
w i

S = 1  �
� Parteno secuencial:

± Repetircon i desde(1  � )N + 1 hastaN
� x i

N S � q(xk jxk  1 ; zk )
� w i

N S = 1

± Normalizapesosparaque
P N

i = ( 1 � ) N + 1
w i

N S = �

TABLE I
ALGORITMO DE ESTIMACI ÂON DE FDP MULTIMODAL.

El algoritmo presentadorespetalos formalismosde Monte
Carlo y de ®ltradobayesiano.Por ello la combinaciÂon de las
dospartes,la secuencialy la no secuencial,en una Âunicarep-
resentaciÂon tambiÂen respetalas suposicionesde convergencia
de las tÂecnicasde Monte Carlo, estoes:

lim
N !1

jI  Î j = 0 (9)

siendo I de la esperanzade una funciÂon f (x) sobre la
distribuciÂon de probabilidadde x e Î la esperanzacalculada
desde las muestras.La bondad de las aproximacionesde
MonteCarlo semidenenfunciÂon del errordela aproximaciÂon
al valor deI . Si usamosel estimador propuestoenla expresiÂon
(3) podemoscalcularel error de aproximaciÂon de la siguiente
forma:
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Î = (1  � )
X

wi
S f (x i

S )

+ �
X

wi
N S f (x i

N S ) (10)

jI  Î j = jI  (1  � )
X

wi
S f (x i

S )

+ �
X

wi
N S f (x i

N S )j (11)

= j(1  � )
�

I  
X

wi
S f (x i

S )
�

+ �
�

I  
X

wi
N S f (x i

N S )
�

j (12)

= j(1  � )( I  Î S ) + � (I  Î N S )j (13)

El lÂõmitede esteerror serÂa la combinaciÂon lineal de los
lÂõmitesde jI  Î S j e jI  Î N S j que tiendena cero cuando
el nÂumero de partÂõculastiende a in®nito. Por lo tanto, el
estimador̂I , combinaciÂondeotrosdosestimadoresmuestrales,
estambiÂenun estimadormuestralvÂalido segÂun los criteriosde
Monte Carlo.

C. Modelode movimiento

DentrodecondensaciÂon, el modelodemovimientoqueem-
pleamosesel mÂasgenÂerico posible,con el ®nde poderadap-
tarnossin cambiosa cualquierposible movimiento. Supon-
dremosÂunicamentecontinuidadenel movimiento,estoes,las
zonascercanasa la posiciÂon actualserÂan mÂas probablesque
las zonaslejanas.En particularun modelogaussianocentrado
en la posiciÂon actual,con unamatriz de covarianzadiagonal
y varianzaigual en todaslas direcciones.La varianza,� , serÂa
el Âunico parÂametrolibre. ÂEstadependerÂa de la velocidaddel
movimiento con respectoa la velocidadcon la que tomamos
nuevasobservacionesde la escena.

D. Modelode observaciÂon

Paralos experimentoshemos®jadoquelos objetosa seguir
seanpelotasdeun determinadocolor llamativo. CadapartÂõcula
representauna posiciÂon 3D que podemosproyectar en las
cÂamaras.Si la partÂõculaperteneceal objeto, la zona de la
imagen en la que proyecta deberÂõaser del color de dicho
objeto.Paranuestromodelode observaciÂon sÂolo resultanece-
sario®ltrarestapequeÄnazonade la imagenparacomprobarsi
la hipÂotesis resulta verosÂõmil o no. Para ello tomamosuna
ventanade tamaÄno W (5x5 pÂõxeles como valor tÂõpico)en
torno al punto de proyecciÂon de esapartÂõculaen la imagen
y realizaremosun ®ltradode color en esazona(®gura1).

El valor de deprobabilidadobtenidoproporcionauna Âunica
medidade lo buenao mala que es la partÂõculay se calcula
como:

p(xk jzk ) =
Y

c

max(1; r )
W 2 (14)

donde r es el nÂumero de pÂõxeles que pasael ®ltro en la
vecindady c indica la cÂamaraempleada.

Puededarseel casoque el nÂumero de pÂõxeles que pasen
el ®ltro en la ventanade vecindadseacero.Para evitar esos
pozosde probabilidadindeseablesdaremosun valor mÂõnimo
de probabilidadinclusosi ningÂun pÂõxel pasael ®ltro de color.

Fig. 1. Modelo de observaciÂon con ®ltro de color.

Para combinar la informaciÂon entre todas las cÂamarasque
tenemosasumimosindependenciaentreimÂagenes.

E. Muestreo enfatizadoabductivo

Para colocar nuevas muestrasempleandoel muestreoen-
fatizado hemos desarrolladouna distribuciÂon de propuesta
qn s(xk jzk ) abductiva. Su objetivo es compensarla bÂusqueda
ciega del ®ltrode condensaciÂon. Tomandolas imÂagenescomo
indicios sobrela posiciÂon de los objetosdirigirÂa la bÂusqueda
hacia esaszonasdel espacio.La correctaelecciÂon de esta
funciÂon puedemejorarlos resultadosdramÂaticamentesin au-
mentar, necesariamente,la complejidaddel sistema.

En el casodel seguimientovisual en 3D sabemosque los
objetosestarÂan colocadossobrela intersecciÂon de las lÂõneas
de visiÂon de las cÂamaras.Podemostomar esta informaciÂon
a la hora de crear nuevas muestras.Si colocamostodas las
muestrassobre la lÂõneade visiÂon de una cÂamara,todas las
partÂõculasproyectarÂan correctamente,por lo menos,en una
cÂamara.Eventualmentealguna se situarÂa bien en todas las
cÂamaras,indicÂandonosla verdaderaposiciÂon del objeto.

En primerlugar se®ltracompletamentela imagenpor color.
A continuaciÂon se realizaun histogramade color sobrecada
eje de la imagen®ltrada(®gura2). Obteniendolos mÂaximos
localesdelos histogramaspodemosconseguir lascoordenadas
x; y dela proyecciÂon del objeto.Trasobtenerlascoordenadas,
resultadirectotrazarunalÂõnea3D desdeel foco de la cÂamara
que pasepor esepunto en la imagen.Las nuevas hipÂotesis
se colocarÂan sobredicha lÂõneade forma uniforme, entreuna
distanciamÂõnimay una distanciamÂaxima, es decir en zonas
3D prometedoras.Procediendode esta forma no perdemos
recursoscomputacionalesen zonassin ningÂun interÂes.

Al aÄnadir una funciÂon de importanciaque tiene en cuenta
lasobservacionesdirectamente,la convergenciaesmuchomÂas
rÂapida.Tan prontocomoun objetoseacaptadopor la cÂamara
el ®ltro no secuencialcomenzarÂa a colocarhipÂotesisen zonas
del espaciocompatiblescon su proyecciÂon en las imÂagenes.

F. EstimaciÂon de la posiciÂon del objeto

El ®ltro de partÂõculascomo estimadorde fdps no pro-
porciona una estimaciÂon de la posiciÂon de cada objeto de
maneradirecta.El algoritmo representalos modosde dichas
distribuciones agrupandopartÂõculasen las zonas con alta
probabilidadde contenerobjetos.Para conseguir la posiciÂon
concretade cadaobjeto se segmentala distribuciÂon de esas
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Fig. 2. ExtracciÂon de las lÂõneasde visiÂon parala abducciÂon.

Fig. 3. RepresentaciÂon muestreadade la fdp.

partÂõculasy se calcula la media ponderadade cada grupo.
Por ejemplo,en la ®gura3 podemosver cÂomo sedistribuyen
las partÂõculasen el espacio de estados,aglutinÂandoseen
tres zonas,correspondientesa tres objetos.El algoritmo de
segmentaciÂon deberÂa separarlos tresgruposqueexisten.Debe
notarseque estasegmentaciÂon no es de los datosde entrada,
las imÂagenes,sino de las partÂõculasen el espaciode estados.

El algoritmo que hemosempleadoes el EM, o de maxi-
mizaciÂon de esperanza(expectationmaximization) [Mac03].
AdemÂas,usamosel algoritmo iterativo ISODATA (del inglÂes
Iterative Self-OrganizingData AnalysisTechniques) [BH65],
con algunamodi®caciÂon menorde optimizaciÂon, paraajustar
el nÂumerode gruposen el algoritmoEM.

IV. EXPERIMENTOS

Conel ®ndevalidarel algoritmopropuestohemosrealizado
numerosaspruebasempÂõricassobreuna implementaciÂon real.

El prototipo emplea dos cÂamarascalibradaspara seguir
variaspelotasrosascomolas de la ®gura4. Las doscÂamaras
son del modelo iSight con conexiÂon Firewire, con unares-
oluciÂon de640x480pÂõxelesa 15 fps. Esteprototiposeejecuta
en un ordenadorde sobremesaconvencional.

Describimosprimero la ejecuciÂon tÂõpicadel algoritmo y
analizamosexperimentalmentecaracterÂõsticascomoel reparto
departÂõculasentreobjetos,la precisiÂon,el costecomputacional
o la vivacidad en la incorporaciÂon de nuevos objetos al

seguimiento.TambiÂen estudiamosla in¯uencia del parÂametro
� , queescentralen nuestrapropuestaal balancearla combi-
naciÂon entrecondensaciÂon y el muestreoenfatizadoabductivo.

Fig. 4. LocalizaciÂon de cuatroobjetosen un determinadoinstante.

A. EjecuciÂon tÂõpica

En el primerexperimentoel pardecÂamarasrecibeimÂagenes
como las de la ®gura4, con cuatro pelotasrosascolgadas
de diferentessoportes.Las pelotasse mueven siguiendouna
trayectoriapendularsobreel plano X Y, cadauna de ellas a
unavelocidady amplituddiferentes.Cadapelotaseencuentra
a unadistanciadiferentede lascÂamaras.El experimentoseha
realizadocon 1.000partÂõculasy el valor de � = 0; 2.

El sistema es capaz de localizar los cuatro objetos si-
multÂaneamentey de obtenervivazmentesu posiciÂon 3D a
lo largo del tiempo. Hemos proyectado en las imÂagenes
de la ®gura4 las estimacionestridimensionalescalculadas,
mostrÂandolascomorecuadrosverdes.Secompruebaquecaen
correctamentedentro de los cuatro objetos.Las trayectorias
seguidasen el eje horizontalpuedenverseen la ®gura5. Se
apreciaqueel sistemade seguimientoregistraun movimiento
ondulatorioque sigue®elmentela trayectoriareal con cierto
ruido.

Fig. 5. Seguimientode cuatroobjetosparaun movimiento oscilatorio.

B. Repartode partÂõculas

En el segundo experimento hemos situado dos pelotas
estÂaticasdelantedel par de cÂamaras(®gura6) y analizamos
el repartode partÂõculasentre los dos objetosparadiferentes
valoresde � . El mecanismofundamentalparaqueel sistema
sea capaz de estimar dos objetos al mismo tiempo es el
repartodelaspartÂõculas.Debeasignarun nÂumerosu®cientede
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1.000partÂõculas 2.000partÂõculas
� Objeto1 Objeto2 Total Objeto1 Objeto2 Total

0,0 77,0% 0% 77,7% 76,5% 0% 76,5%
0,1 8,0% 77,1% 85,1% 7,1% 69,8% 76,8%
0,2 7,9% 71,4% 79,3% 6,6% 67,9% 74,4%
0,4 12,4% 60,9% 73,3% 11,4% 58,6% 69,9%
0,6 15,6% 56,2% 71,8% 16,1% 50,5% 66,6%
0,8 20,0% 51,1% 71,1% 18,0% 46,9% 64,8%
0,9 19,0% 50,1% 69,1% 18,5% 46,0% 64,5%
1,0 20,3% 49,7% 70,0% 18,9% 44,4% 63,3%

TABLE II
REPARTO DEL N ÂUMERO DE PARTÂICULAS ENTRE DOS OBJETOS EST ÂATICOS

EN FUNCI ÂON DEL PARÂAMETRO � .

partÂõculasa cadaobjeto.En el cuadroII semuestrael reparto
de partÂõculasentrelos dosobjetos.

Cuandoel parÂametro� esceroel sistemaÂunicamentecon-
verge a uno de lo objetos,el primeroqueencuentra, situando
todas las partÂõculasen Âel. Al incrementar� , y con ello el
nÂumerodepartÂõculasprocedentesdel muestreoenfatizado,hay
un repartomÂasequitativo entrelos objetos,puesla abducciÂon
seencarga decolocarpartÂõculaspor igual en todoslos objetos
existentes.

CondensaciÂon pura (� = 0 en el sistema hÂõbrido) no
repartebien las partÂõculasentrelos objetos.Puederepresentar
temporalmenteambigÈuedadentre varias solucionesposibles
pero es incapazde mantenervarios modosen el largo plazo.
La nube de partÂõculasse abre hasta que alguna proyecta
bien en una de las cÂamaras.En esemomentoel procesode
remuestreodescartatodaslas otras partÂõculaspara centrarse
en esa Âunica posiciÂon, hace que se converja Âunicamentea
uno de los dos objetos, abandonandoal otro, incluso si
se parte de dos poblacionesbien situadasde partÂõculas.La
inicializaciÂon y la evoluciÂon aleatoria®janquÂe pelotaconcreta
se localiza.El sistemano saldrÂa de esasituaciÂon degenerada,
dado que la soluciÂon es establede por sÂõ, compatiblecon
las imÂagenes.En esasituaciÂon, si aparecennuevos objetosel
sistemalos ignorarÂa. En la ®gura6 podemosver la estimaciÂon
del algoritmo de condensaciÂon de los objetosde la escena,
representadapor el cuadradoverdequeaparecesÂolo sobrela
pelotade la izquierda.

Fig. 6. Resultadosde localizaciÂon de dosobjetos.

Aun en el caso que todas las partÂõculaslas coloque la
funciÂon de abducciÂon (� = 1), existe una diferenciaentreel
nÂumerode partÂõculassituadassobrecadaobjeto.Estereparto
asimÂetrico estÂa causadopor el tamaÄno diferente, entre los
objetos, de las zonasque proyectan bien en las imÂagenes.
El tamaÄno de esa zona de incertidumbre asociadaa cada
objeto, dependedel tamaÄno real del objeto y de su posiciÂon
relativa con respectoa las cÂamaras,comomuestrala ®gura7.

CuantomayorseaesteÂareamayorserÂael nÂumerodepartÂõculas
asignadasal objetomedianteel muestreoenfatizadoabductivo.
En el casode la tablaII el ªobjeto 2º esel quetieneasociado
un Âareade incertidumbremayor.

Fig. 7. Areasde incertidumbreparadosobjetos.

Las partÂõculasque caen fuera de las Âareasmarcadasen
la ®gura 7 obtendrÂan valores de probabilidad bajos en el
modelodeobservaciÂon, serÂandescartadaspor la segmentaciÂon
y no in¯ uyen en la estimaciÂon de los objetos. La tabla II
muestraque un 30% de las partÂõculascaen en zonas de
poco interÂes (aunqueeso se sabesÂolo despuÂes de crearlas)
y aproximadamenteel 70% en zonasbuenas.

Comopuedeapreciarseen la tablaII, la cantidadglobal de
partÂõculasdela poblaciÂon noin¯uye enel repartoentreobjetos
de las mismas,posiblementeporquela proporciÂon entre las
Âareasde incertidumbreno varÂõa.Sin embargo, las variaciones
en el parÂametro� sÂõmodi®canel nÂumerode partÂõculassobre
cadaobjeto,aunquenuncabajadeciertomÂõnimoindispensable
paracadaobjeto.

Una vez que mantenemosuna poblaciÂon mÂõnimaen un
objeto seremoscapacesde proporcionaruna estimaciÂon para
su posiciÂon. El algoritmo de estimaciÂon de la posiciÂon tan
solo necesitaunaspocaspartÂõculasbien colocadasparapro-
porcionarestimacionessu®cientementecorrectas.Colocarun
nÂumerosu®cientede partÂõculassobrecadaobjetoresultamÂas
relevante que realizar un reparto lo mÂas simÂetrico posible.
SerÂa la parte no secuencialdel algoritmo propuestola que
se encargue de mantenerun mÂõnimode partÂõculasen cada
objeto.De esaformaseconsiguenlos dosobjetivosbuscados:
localizartodoslosobjetospresentesenla escena,reaccionando
rÂapidamentea las nuevas incorporaciones,y manteneruna
poblaciÂon estableen cadauno de ellos.

C. IncorporaciÂon de nuevosobjetos

Para estudiar el funcionamientodel sistemafrente a la
apariciÂon de nuevos objetos se tienen los cinco objetos de
la ®gura8. Primeroaparecenescalonadosen el tiempo(en el
ordenespeci®cadoen la ®gura),y enun segundoexperimento
aparecentodosellos a la vez.

En la ®gura9 podemosver el repartode partÂõculassegÂun
van apareciendolos objetosparaun valor de � de 0,4. Aun
partiendode unasituaciÂon ventajosaparauno de los objetos,
el algoritmo repartelas partÂõculasentre todos los objetosa
medidaque van apareciendo.Al ir incrementandoel nÂumero
de objetos,la funciÂon de abducciÂon aÄnadenuevas zonasen
las que colocar las partÂõculasdisponibles. Las partÂõculasse
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Fig. 8. ColocaciÂon inicial de cinco objetosy ordende apariciÂon.

van distribuyendo sobre cada objeto hastacubrir las cinco
posiciones.Al encontrarun objeto nuevo el sistemacoloca
unaspocaspartÂõculasen Âel. El pasode remuestreoirÂa colo-
candomÂas partÂõculasen cadaobjeto localizado,aumentando
el nÂumerode partÂõculasrÂapidamente.

A lo largo del tiempo hay diferenciasen el nÂumero de
partÂõculasasociadasa un mismo objeto. Esto se debe a
la naturalezaprobabilÂõsticadel procesode remuestreoy de
la colocaciÂon de nuevas partÂõculas,ya seansituadaspor el
modelo de movimiento o por la funciÂon de abducciÂon. Lo
importantees que el nÂumerode partÂõculasparaun objeto no
desaparezca.

Fig. 9. Repartode partÂõculasa lo largo del tiempoparacinco objetos.

Cuandopartimos de un Âunico objeto y los otros cuatro
aparecena la vez, la apariciÂon simultÂaneaobliga al algoritmo
a colocar partÂõculasen varios lugares nuevos a la vez. En
la ®gura10 podemosver el reparto de las partÂõculaspara
� = 0; 4. Podemosver cÂomolaspartÂõculassecolocanentodos
los objetostan prontocomoaparecen,graciasa la funciÂon de
propuestaabductiva que detectalos objetostan pronto como
aparecenen las observaciones.

Para ambosexperimentoslos tiemposde respuestaen in-
corporarlos nuevos objetossonmÂaso menosindependientes
de � , siempreque nos alejemosdel valor 0, que marca la
condensaciÂon pura y con ello la monomodalidaden el ®ltro
de partÂõculas.

D. PrecisiÂon

Los experimentosrealizadosdentro de una habitaciÂon de
unos50 metroscuadradosmuestranerrorescentimÂetricosen
la estimaciÂon deposiciÂon tridimensional.Esteerror incluyeel
debidoal algoritmo de seguimientoy el introducidopor una
calibraciÂon inexactade las cÂamarasreales.Estaexactitud es
su®cienteparaaplicacionesde videovigilancia o asistenciales.

Fig. 10. Repartode partÂõculasparacinco objetosqueaparecena la vez.

Fig. 11. Error de seguimientocon cinco objetosqueaparecena la vez.

En el experimento con cinco objetos con apariciÂon si-
multÂanealos erroresde seguimiento siguen la evoluciÂon de
la ®gura11, manteniÂendosealrededorde 10 cm.

En un nuevo experimentocolocamossendosobjetosa unos
60 y 120 centÂõmetrosde las cÂamarasrespectivamente.En el
cuadroIII semuestranlos erroresde estimaciÂon paralos dos
objetos,con diferentesvaloresde � . Sepuedeapreciarqueel
errordeestimaciÂon essensiblementemayorparael objetomÂas
lejano,acordecon unacalibraciÂon imperfectade las cÂamaras.
TambiÂen que la precisiÂon no dependesigni®cativamentede
� . No obstante,hemosobservado quela desviaciÂon tÂõpicadel
error es mayor para valoresde � crecientes.ÂEsto aconseja
elegir valoresde � su®cientementelejos de 0 como parano
incurrir en monomodalidady lejos de 1 para no incurrir en
erroresde estimaciÂon altamentevariables,con desviaciones
tÂõpicasaltas.

� Objeto1 Objeto2 Iteraciones/segundo
Error (cm) Error (cm)

0,0 1,97 Ð 143
0,1 1,92 15,04 32
0,2 2,09 14,01 29
0,4 2,04 16,17 28
0,6 1,98 15,74 24
0,8 1,97 16,75 21
0,9 1,97 16,93 20
1,0 1,95 17,11 20

TABLE III
ERRORES EN CENTÂIMETROS PARA CADA OBJETO PARA DIFERENTES

VA LORES DE � E ITERACIONES POR SEGUNDO.
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E. Costecomputacional

En cuantoa la velocidaddel algoritmo,el sistemafunciona
en tiempo real puestoquesu costecomputacionales liviano.
Hemosmedido las iteracionespor segundoque ejecutabael
algoritmocon diferentesvalores� paraevaluarsu in¯uencia.
Los resultadosenel cuadroIII, muestranqueel saltoencoste
computacionalse produceal pasarde � = 0 a � = 0; 1.
Esto se debe a que la parte mÂas costosadel algoritmo de
seguimiento multiobjeto correspondea la funciÂon de ab-
ducciÂon,querequiereuna®ltradocompletodela imagen.Con
� = 0 no hay abducciÂon y el algoritmo ejecutaligero. Para
valoresde � mayoresel incrementodel nÂumerode partÂõculas
abductivas,mÂas costosasque las partÂõculasde condensaciÂon,
conlleva un descensopaulatinoen la velocidad,bajandohasta
unas20 iteracionespor segundo.

V. CONCLUSIONES

En esteartÂõculohemospresentado unmÂetodoparacombinar
dos ®ltros de partÂõculas,uno secuencial(condensaciÂon) y
otro no secuencial(muestreoenfatizado abductivo), con el
®n de seguir en 3D visualmentevarios objetos,aunquees
generalizablea otrosescenarios.

La basedel sistemaconsisteen emplearpartÂõculasproce-
dentes de dos ®ltros de partÂõculas diferentes al mismo
tiempo. Las partÂõculasdel muestreoenfatizadoproporcionan
un mÂõnimo de partÂõculasen cada objeto, y el algoritmo
condensaciÂon es capazde seguirlos. AdemÂas, la abducciÂon
serÂa capazde localizar nuevos objetossegÂun aparecenen la
escena.Por otro lado, la naturalezasecuencialdel algoritmo
de condensaciÂon buscarÂa localmentelas mejoresestimaciones
posiblesparacadaobjeto.

Hemosmostrado,tanto de manerateÂorica cÂomo con una
seriede experimentos,cÂomo el sistemapuedeemplearsepara
seguir variosobjetosal mismotiempo.El algoritmopresentado
no pierdeobjetosy es capazde detectarlostan rÂapido como
aparecenenla escena.Estaesunagrandiferenciaconrespecto
a los ®ltros de partÂõculasconvencionales,cuya tendencia
monomodalles haceinadecuadosparaseguir a variosobjetos
simultÂaneamente.

Otra ventajadel algoritmo propuestoes que se encuentra
dentrodel marcoteÂorico deMonteCarlo.Estopermiteaplicar
todaslas garantÂõassobreconvergenciay margen de error de
estos mÂetodos a los resultadosque obtengamos aplicando
nuestroalgoritmo. Otrassolucionesquesehanpropuestocon
anterioridadno respetabandicho marco.

La combinaciÂon de dos ®ltros de partÂõculasnos permite
tratar la apariciÂon y desapariciÂon de objetosde forma natural
y no comoun hechoespecial.El sistemaescapazde detectar
los nuevos objetosigual que detectalos objetospresentesen
la escena,por medio de la funciÂon de abducciÂon. Tan pronto
como apareceun nuevo objeto, la abducciÂon nos permitirÂa
localizarlo rÂapidamente.

Por Âultimo, cabeseÄnalarquela velocidadqueobtenemoses
su®cientepara el funcionamientodel sistemaen tiempo real
en un ordenadorpersonalcorriente.

Como lÂõneasfuturasde trabajopodemosindicar la mejora
del modelo de observaciÂon, con el ®n de resolver ciertas

limitaciones que hemos encontradocon el modelo actual
y aumentarla precisiÂon tridimensional.Este paso tambiÂen
nospermitirÂa abordarproblemasmÂascomplejosvisualmente,
como puedeser el seguimiento de mÂultiples personasen un
entornoconcurrido.

TambiÂen estamostrabajandoen el seguimientoen espacios
de estadosmÂas complejos,con el ®n de representarobjetos
articulados.Una de las ventajasde los ®ltro de partÂõculas
frentea sistemascontriangulaciÂon tradicionalesquepermiten
abordar el problema de los objetos articuladosde manera
muchomÂassencilla.
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